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Resumen

Por su propia naturaleza los datos composicionales requieren la aplica-
cion de técnicas estadisticas especificas. Presentamos una aproximacion
a la metodologia a aplicar en las clasificaciones paramétricas, contem-
plando distribuciones de probabilidad y medidas de tendencia central, de
dispersion y de distancia apropiadas a la naturaleza de los datos.
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Introduccién

En una clasificacién paramétrica las fases de elecciéon de la distribucion
de probabilidad y del método de clasificacién desempenan un papel crucial.
Logicamente, estas fases se apoyarén en los resultados obtenidos en una etapa
descriptiva inicial del conjunto de datos en la que las técnicas de reducciéon de
la dimension desempenaran un papel decisivo. A continuacion, se debera abor-
dar ineludiblemente la cuestion del nimero de grupos a formar. Esta decision
se fundamentara en el calculo de indices subjetivos y en una etapa descriptiva
grupo a grupo. Queremos hacer especial hincapié en un hecho muy importante
a tener en cuenta: las técnicas estadisticas que se utilizan al realizar una cla-
sificacién deben respetar la naturaleza especifica de los datos a clasificar. En
particular, las distribuciones de probabilidad, las técnicas de reduccién de la di-
mension, y las herramientas descriptivas deben ser adecuadas para la tipologia
de los datos.

Por dato composicional o dato de proporciones se entiende la realizaciéon
de un vector aleatorio de componentes estrictamente positivas y de suma cons-
tante. El espacio soporte asociado a los datos composicionales es el simplex S”
donde se definen las operaciones basicas perturbacion ‘@’, potenciacion ‘®’, y
producto escalar ‘<,>":

SD:{[xl,...,:L“D] cx; >0(0=1,...,D);x1+---+ap =1}, (1)
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donde x,y € S, y a es un ntimero real. Las operaciones @, ®, y ‘<, >’, dotan
al simplex SP de una estructura de espacio vectorial euclidiano de dimensién
D — 1. Esta estructura se debe tener en cuenta cuando se definen distribucio-
nes de probabilidad y medidas de tendencia central, dispersion y distancia, si
se desea que estos elementos sean compatibles con la tipologia de los datos.
Las caracteristicas matematicas del soporte de los datos composicionales, sus
distribuciones de probabilidad y sus medidas adecuadas han sido analizadas en
profundidad en muchos trabajos, entre los que destacamos [1], [2], [19], ¥ [21].

Por su propia naturaleza los datos composicionales requieren la aplica-
cion de técnicas estadisticas especificas. En la literatura no existe una metodo-
logia apropiada que paute la realizacion de una clasificacion paramétrica para
este tipo de datos. En este trabajo nos centramos en los métodos de clasifica-
cion paramétrica que en su formulacién suponen que los datos se han generado
por una mezcla de distribuciones de probabilidad. En consecuencia, la meto-
dologia propuesta debe contemplar distribuciones de probabilidad apropiadas
a la naturaleza de los datos y tnicamente deben considerarse distribuciones
coherentes con las medidas de tendencia central y de dispersién.

En la siguiente seccién presentamos una breve descripcion de las prin-
cipales caracteristicas de las técnicas paramétricas de clasificacion. La tercera
seccion estéd dedicada a desarrollar con méas profundidad las propiedades especi-
ficas de los datos composicionales. La aproximaciéon metodolégica se expondra
en la cuarta seccién, y, finalmente, en la quinta seccién extraeremos las conclu-
siones de nuestro estudio y se propondré la linea de investigaciéon a seguir en
futuros estudios.

Clasificacién paramétrica: mezcla de distribuciones

En esta seccion se presentan los conceptos basicos que subyacen a la
aplicacién de una técnica de clasificacion automaética. Exponemos una breve
descripcion del método paramétrico aglomerativo introducido en [3] y presen-
tamos los fundamentos de la técnica de clasificacion mediante mezcla de distri-
buciones basada en el algoritmo EM. Con el fin de no hacer muy repetitivas las
referencias a la bibliografia, se ha optado por suprimirlas en su gran mayoria.
Los aspectos generales relacionados con las técnicas de clasificacién automaética
recogidos en esta seccion aparecen en la mayoria de textos de Cluster Analysis.
En nuestro trabajo se han consultado basicamente las obras [10], [15], [16], ¥
[24]. Los aspectos més especificos relacionados con los métodos de clasificacion



paramétricos se encuentran en los trabajos (3], [5], [11], [12], ¥ [13].
2.1. Meétodos de clasificaciéon automatica

El objetivo de las técnicas de clasificacion automdtica (en inglés “clus-
ter analysis”) es realizar una agrupacion. Es decir, a partir de una muestra
representada por una matriz de datos (individuos x wvariables), asignar los N
individuos a G grupos o clusters. Estos grupos, desconocidos a priori y que
denominaremos Cy(g = 1, ...,G), seran sugeridos por los datos, y se entende-
r4 que hemos obtenido una buena clasificaciéon si los grupos creados Cy son
homogéneos en su interior y heterogéneos entre si. Es decir, una clasificaciéon
se considerard razonable si los individuos de un mismo grupo tienen valores
parecidos en las D variables observadas y, por el contrario, entre individuos
pertenecientes a clases distintas pueden apreciarse caracteristicas diferentes.
Aplicando esta técnica puede obtenerse una reduccion del numero de datos de
la muestra asimilando cada individuo al representante de cada grupo, habi-
tualmente el centroide y, ademas, la clasificaciéon puede dar lugar a un anélisis
estadistico e interpretacion de las caracteristicas de cada grupo por separado.
El proceso de la mayor parte de los diferentes tipos de clasificaciones puede
plasmarse en un esquema como el siguiente:

CONJUNTO DE N INDIVIDUOS (D variables)

4

ELECCION de la MEDIDA DE DIFERENCIA, TENDENCIA CENTRAL,
VARIABILIDAD, i/o DISTRIBUCION DE PROBABILIDAD

¥
ELECCION del METODO DE CLASIFICACION

¥
G GRUPOS DE INDIVIDUOS: C,(g = 1,...,G)

Siguiendo este planteamiento, cuando el método de clasificacion elegido
se base en técnicas no paramétricas serd una necesidad fundamental establecer
una o varias de las siguientes medidas:

» Una medida de diferencia entre dos datos.
= Una medida de tendencia central de un conjunto de datos.

= Una medida de dispersion de un conjunto de datos.

La medida de diferencia entre dos datos nos ha de permitir asignar indi-
viduos similares o cercanos a un mismo grupo, e individuos diferentes o alejados
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a grupos diferentes. La medida de tendencia central seréa util para caracterizar
los grupos, v la medida de dispersiéon nos permitird medir la homogeneidad
dentro del grupo y la heterogeneidad entre grupos. La expresién “no paramé-
trica” se refiere a que en la misma no se considerarén técnicas de clasificacién
que presuponen la existencia de un modelo de distribucién de probabilidad pa-
ra las observaciones objeto de la agrupacion. El estudio y la adaptacion de las
técnicas no paramétricas de clasificacion para conjuntos de datos composicio-
nales se introdujo en los trabajos [17] y [18], para posteriormente desarrollarse
en profundidad en [19].

En el presente trabajo abordamos una aproximaciéon metodologica a las
técnicas de clasificacion paramétricas. Naturalmente, segtiin el esquema anterior
un elemento clave para este tipo de técnicas es la eleccion de la distribucién de
probabilidad que se presupone para los datos.

El supuesto principal de los métodos de clasificacion paramétricos es que
los datos proceden de una distribuciéon multivariante. En consecuencia, es con-
veniente verificar que el modelo escogido ajusta razonablemente a los datos,
pues la calidad de las inferencias que se hagan con los agrupamientos gene-
rados por esos modelos dependen de dicha distribucién. En los métodos de
clasificacion paramétrica, como en la mayoria de métodos del anélisis multiva-
riante, el modelo més utilizado para datos de tipo continuo es la distribucién
normal. En la literatura ([14]) se encuentran diversas estrategias y diferentes
contrastes que pueden ser de utilidad para analizar la bondad de ajuste. Por
ejemplo, la prueba de normalidad basada en los coeficientes de asimetria y
kurtosis ([24]) es un buen criterio para determinar normalidad multivariable.
Mas especificamente para datos composicionales, en [21] se encuentran las di-
ferentes estrategias a seguir para realizar pruebas de bondad de ajuste de una
distribucién de probabilidad.

Sin embargo, necesariamente hay que ser conscientes que cuando en un
conjunto de datos existen agrupaciones, el analisis del ajuste por una distribu-
cion se ve entorpecido y enmascarado por la propia existencia de los grupos.
En consecuencia, aparece un problema dificil de resolver y, tradicionalmente, la
solucién pasa por relajar el requisito previo del ajuste. Naturalmente, el analisis
del ajuste se podré realizar en las etapas finales de la clasificaciéon, cuando ya
se dispone de una propuesta de agrupacion que nos permite efectuar un analisis
dentro de cada grupo.

2.2. Meétodo paramétrico aglomerativo

Una vez escogida la distribuciéon de probabilidad debe iniciarse la cla-
sificacién propiamente dicha. En esta secciéon no realizamos una presentacion
exhaustiva de todos los métodos existentes ni exponemos una relacion de las
técnicas mas adecuadas. Hemos optado por realizar una breve descripciéon del



5

método paramétrico aglomerativo introducido en [3]. Esta decision se ha to-
mado a la luz de los resultados de una exhaustiva busqueda en la literatura.
Se ha constatado que este método es el mas referenciado por las obras mas
prestigiosas de clasificaciéon y que es un método frecuentemente utilizado en los
trabajos de investigaciéon que incorporan una clasificaciéon. En trabajos poste-
riores abordaremos el analisis y la adaptacion de otros métodos paramétricos
de aparicién més reciente. Entre estos nuevos métodos destacamos la técnica
de clasificacion basada en el método MCMC via Muestreo de Gibbs descrito en
[24]; el método de las direcciones de proyeccion introducido en [23]; y el método
SAR propuesto en [25].

El método de clasificacion paramétrico aglomerativo introducido en [3]
parte de la consideracién que el conjunto de N individuos a clasificar consiste
en G diferentes subpoblaciones cuyas respectivas densidades de probabilidad
vienen dadas por la funcion f,(x,0,) para (g =1, ...,G); donde 8, es el vector
de parametros. Se define la funcion de verosimilitud de la clasificaciéon mediante
la expresion

0,v/X) = Hf')’z X, 6,) (4)

donde v = (71,72, ...,7n) se utiliza para indexar la subpoblacion a la
que pertenece cada uno de los individuos. Es decir, se tiene que v; = k cuando
el individuo x; pertenece a la subpoblacion k-ésima.

Fraley and Raftery ([12]) nos hacen notar que la presencia de este ele-
mento v en la expresién (4) introduce un problema afiadido al existir GV
combinaciones posibles que hacen impracticable la maximizaciéon exacta de la
funcion de verosimilitud. La estrategia propuesta en [3] consiste en considerar
inicialmente que cada individuo forma un grupo. A continuacion, el algoritmo
prosigue fusionando el par de grupos cuya unién suponga el mayor incremento
en la funcién (4). Como es bien conocido, cuando las densidades de probabilidad
fq(x,8,) se asumen normales multivariantes de media g, y matriz de covarian-
za 3, la expresion (4) se puede reformular en la funcién de log-verosimlitud

DN log(2n)

18/X) = ———

G
—%Z tr (Wy2, 1) + Nylog |Z,]] (5)
g=1

donde N, representa el ntiimero de individuos del grupo Cjy; se ha con-
siderado que el estlmador méximo verosimil de g, es la media X,; y la matriz
W, inecg (xi — X4)(x; — X,4)" mide la variabilidad dentro del grupo Cy.
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Por otra parte, cuando se realiza una agrupacion, la forma y la dispo-
sicion de los grupos existentes en el conjunto de datos afecta fuertemente al
poder clasificador de cualquier método de clasificacién. Con el objetivo de hacer
més tratable la expresion (5) y teniendo en mente los aspectos geométricos de
los grupos, se considera una parametrizacion de las matrices de covarianza 3,
basada en su descomposiciéon en valores y vectores propios

Y= )\ngAng, (6)

donde V| es la matriz ortogonal de vectores propios, A, es una matriz diagonal

cuyos elementos son proporcionales a los valores propios de X,y Ay = |Eg|l/D.
La estrategia consiste en considerar Ay, V4, v Ay como parametros indepen-
dientes y contemplar las diferentes posibilidades que se generan, desde que se
considera que todos los pardmetros toman valores iguales en todos los grupos
hasta el caso de considerar que todos los parametros toman valores diferentes
en cada grupo. Este abanico de posibilidades que se abre tiene interpretaciones
geométricas relacionadas con el papel que juega cada parametro en la expresion
(6). Obsérvese que los vectores propios que aparecen en V, rigen la orientaciéon
del grupo (hiperelipsoide), la distribucion de los valores de A4 nos informa de la
forma del grupo, y el parametro Ay mide el tamafio o hipervolumen del grupo.
Notese que este valor A4, también conocido como varianza efectiva ([24]), no
es més que la media geométrica de los valores propios de la matriz 3,. Obvia-
mente, las posibilidades que aparecen son muy numerosas e intentar abordarlas
todas resulta nuevamente impracticable. El Cuadro 1 muestra algunas de las
posibilidades mas sencillas que se desarrollaron en [3], donde Igual o Variable
indicard que los grupos coinciden o no, repectivamente, en tamano, forma u
orientacion.

Cuadro 1: Parametrizacion en el método paramétrico aglomerativo

pI Tamano Forma Orientacion
M = 0’1 Igual Igual, esférica —
AgI =021 | Variable Igual, esférica —
AVAV?! Igual Igual, elipsoidal Igual
)\ngAgV‘; Variable Variable, elipsoidal Variable

Es bien conocido ([10], [16], [24]) que la primera parametrizacion que se
muestra en el Cuadro 1 equivale al método no paramétrico de la traza o método
de Ward; la tercera parametrizacion equivale al método del determinante; y la
cuarta al método Scott-Symons. Todos estos métodos tienen un fundamento
no paramétrico basado en la optimizaciéon de un criterio numérico relacionado
con la traza o el determinante de las matrices W,.
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Ademas de las parametrizaciones que aparecen en el Cuadro 1 se han
resuelto otras posibilidades mas complejas. Sin embargo, resolver estas otras
parametrizaciones requiere la incorporaciéon del concepto de la mezcla de dis-
tribuciones de probabilidad y requiere la aplicacion del algoritmo EM.

2.3. Clasificacion mediante mezclas de distribuciones: algoritmo
EM

Si los individuos a agrupar provienen de una mezcla de G distribuciones
de probabilidad, entonces podemos expresar la densidad como

fmezcla X, 0 T Zquq X 0 (7)

donde T = (11, ...,74); T4 > 0; 25:1 Tg = 1, es el vector de probabilidades que
un individuo pertenezca a la g-ésima componente de la mezcla . Si se tiene un
conjunto X de N individuos de esta mezcla, entonces la funcién de verosimilitud
es

Lmezcla(e T/X H Z quq X, 0 (8)
1=1g=1

La resolucién de las ecuaciones que nos proporcionan las estimaciones maximo
verosimiles de los parametros que aparecen en la funcion (8) lleva implicita la
necesidad de conocer la probabilidad de que, una vez observado el individuo, el
individuo pertenezca a la componente g-ésima de la mezcla. Estas probabilida-
des, también conocidas como probabilidades a posteriori, se podrian estimar si
se conociesen los parametros 6,7 del modelo. La estrategia que aparece como
més natural consiste en partir de una estimacién inicial para, a continuacién,
realizar una fase iterativa hasta obtener convergencia. Esta estrategia es la que
subyace en el funcionamiento del algoritmo EM.

A partir de los N individuos x; a clasificar, en el algoritmo EM para
mezclas de distribuciones, se consideran N nuevas observaciones multivariantes
(xi,%;), donde z; = (z;1, 2i2, ..., i) es un vector binario. Si el individuo x;
pertenece a la componente g-ésima de la mezcla, entonces el vector z; toma el
valor cero en todas las componentes excepto en la g-ésima que toma el valor uno
(zig = 1). Naturalmente, en el algoritmo EM las variables z representan el papel
tradicional de variables no observadas y se asume que {z;} son realizaciones
iid segin una distribucion multinomial con probabilidades 7 = (71, ..., 74). De
estas consideraciones se deduce facilmente que la funciéon de densidad conjunta
de las variables (x,z) es

G
fEM(xvzvevT H quq X, 0 )] (9)
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Este planteamiento permite formular la funcién de log-verosimilitud

N G
ZEM(ev T/Xv Z) = Z Z Zig [IOg(Tg) + log (fg(xiv 0(]))] ’ (10)

=1 g=1

que se utilizarad como soporte para la estimacién, mediante un proceso itera-
tivo de estimacion y maximizacion, de los valores no observados z;4 y de los
pardametros de la mezcla. Para aplicar este proceso es necesario partir de una
clasificacion inicial que nos permita obtener una primera estimacion (0,7) de
los parametros. A partir de esta estimacion inicial, la etapa E del algoritmo
EM nos proporciona una estimacién de los valores no observados

?gfg(xivgg)
S TS (xi, 01)

mientras que la etapa M del algoritmo, utilizando las estimaciones (11), nos
proporciona el valor de los parametros que maximiza la funciéon (10). Para el
caso de que en la mezcla se consideren distribuciones normales multivariantes
se obtiene

—  Zig, (11)

N,
g =
T

N

~ N ~ ~ ~
Z?Ll ZigXi ~ Zi:l Zig(xi - p’g)(xi - p’g)t
=1 g7 .

S, (12
Nq Hg? Nq - g ( )

donde N, = Zf;l Zig- El calculo de las matrices flq que se propone en
[13] depende de la parametrizacion de su descomposicion en valores y vectores
propios. Generalizando los casos que recoge el Cuadro 1, en el Cuadro 2 se
muestran todas las posibilidades que se contemplan en la parametrizacion (6).

En [7] los autores desarrollan un estudio muy detallado sobre los dife-
rentes calculos a realizar para obtener la estimacion (12) de la matriz 3, segin
la parametrizacion que se haya escogido del Cuadro 2 .

Como ya hemos mencionado, para empezar las iteraciones del algoritmo
EM se necesita partir de una clasificacion inicial. Esta primera clasificacion se
puede obtener mediante cualquier método jerarquico. El método escogido podra
ser no paramétrico (vecino méas proximo, vecino méas alejado, media, k-medias,
...) 0 podré utilizarse uno de los métodos paramétricos cuya parametrizacion se
recoge en el Cuadro 1. Sea cual sea nuestra elecciéon deberemos decidir también
el nimero GG de grupos a construir. Este niimero de grupos seré utilizado tanto
en la agrupacion inicial como en la del algoritmo EM. Como norma general
([24]), obsérvese que si se contemplan muchos grupos, con la parametrizacion
mas sencilla \I = oI se podra obtener una agrupacioén razonable. Por el con-
trario, si se contempla un ntimero de grupos reducido parece logico esperar



Cuadro 2: Parametrizacion para el algoritmo EM

pI Distribucion Tamano  Forma Orientacién
M=o’ Esférica Igual Igual —
AL =021 Esférica Variable  Igual —

AA Diagonal Igual Igual Ejes coordenados
AgA Diagonal Variable Igual Ejes coordenados
AA, Diagonal Igual Variable Ejes coordenados
AgAg Diagonal Variable Variable Ejes coordenados

AVAV? Elipsoidal Igual Igual Igual
AgVAV! Elipsoidal ~ Variable  Igual Igual
AVA V! Elipsoidal Igual  Variable Igual
A VA, V! Elipsoidal =~ Variable Variable Igual
AV, AV_f] Elipsoidal Igual Igual Variable
A V4AV] Elipsoidal ~ Variable  Igual Variable
AV,A, V) Elipsoidal Igual  Variable Variable

/\ngAgVE Elipsoidal ~ Variable Variable Variable

que la mejor agrupaciéon serd producida por una parametrizacion mas gene-
ral \;V,A V! En cualquier caso, constatamos que es conveniente realizar de
manera conjunta la elecciéon de la parametrizacion y la decision del niimero
de grupos. Uno de los indices numéricos que da mejores resultados ([6]) como
ayuda para estas decisiones es el BIC (Bayesian Information Criterion)

BIC = 210g(Lmescia (0, 7/X)) — vlog(N), (13)

donde el valor que toma la funcion de verosimilitud Lyezcrq, definida en (8),
se calcula utilizando las estimaciones de los parametros, y el valor de v es el
nimero de pardametros del modelo. Nuestro modelo, bajo hipétesis de normali-
dad, estéa caracterizado por el nimero G de grupos a construir y por el tipo de
parametrizacion escogida de la matriz 3. En [7] se desarrolla un estudio deta-
llado sobre las diferentes parametrizaciones y su nimero de parametros corres-
pondiente. En la préctica, una vez decidido un valor maximo para el niimero
de grupos, y una vez escogidas las diferentes parametrizaciones a considerar,
nos guiaremos por los valores resultantes del indice BIC en las correspondientes
combinaciones para decidir las agrupaciones que pueden recoger razonablemen-
te la estructura de nuestro conjunto de datos.

Sin embargo, todos los esfuerzos empleados en obtener una clasificaciéon
razonable de nuestros individuos pueden proporcionar un resultado baladi si
la distribucién de probabilidad elegida no es adecuada para la tipologia de
los datos. En la siguiente secciéon presentamos una breve descripcion de los
fundamentos de los datos composicionales.
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Datos composicionales
3.1. Algunos principios fundamentales

En su formulacién estadistica, los datos composicionales son realizaciones
de una composicién, vector aleatorio cuyo recorrido esta en el simplex (1). Tra-
dicionalmente, a las D variables que forman parte de un vector composicional
se las denomina componentes o partes. Los datos composicionales aparecen en
areas muy diversas como son, entre otras: geoquimica, volcanologia, granulome-
tria, economia, arqueometria, y medicina. La restriccion de la suma constante
ha sido considerada la fuente de todos los problemas pues impide la aplicacion
de los procedimientos estadisticos habituales que se utilizan para datos que no
presentan esta restricciéon. Noétese, por ejemplo, que el cambio en una de las
componentes de un dato composicional provoca necesariamente el cambio en
como minimo una de las otras partes.

Una de las dificultades méas relevantes es la imposibilidad de interpretar
correctamente las covarianzas y los coeficientes de correlacién debido a la exis-
tencia de una falsa correlacion entre las componentes de una composiciéon. La
matriz de correlaciones habitual no puede analizarse en el estudio de vectores
de suma constante porque presenta necesariamente correlaciones negativas no
nulas, determinadas precisamente por la mencionada restriccién. Histéricamen-
te estas correlaciones sean calificado como “espurias”, ya que falsean la imagen
de las relaciones de dependencia y pueden conducir a interpretaciones erréneas.
En particular, si analizamos la matriz de covarianzas usual entre las compo-
nentes de una composicion, K = {cov(z;,z;) : 4,5 = 1,2,..., D}, obtenemos
que

cov(z;,x1) + cov(zy, xe) + - - - +cov(z;,xzp) =0  i=1,2,...,D  (14)

a causa de la restriccion Zil x; = 1. Sabemos que cov(x;, z;) = var(z;) > 0,
excepto en la situacion trivial que la componente x; sea una constante. Este
hecho provoca que necesariamente deba haber una covarianza cov(z;,z;) (i #
j) de signo negativo. Vemos pues que estas covarianzas no son libres de tomar
cualquier valor. Esto invalida la interpretacion habitual de las covarianzas, y
por ende de las correlaciones, pues a priori suponemos que deberian poder
adquirir libremente valores nulos, positivos o negativos. Por el mismo motivo,
el hecho que el coeficiente de correlacion entre dos componentes cualesquiera de
una composiciéon sea igual a 0 no puede interpretarse, como es habitual, como
indicio de independencia entre ambas partes.

En general tampoco es correcto aplicar las operaciones clasicas del es-
pacio real vectorial a los datos composicionales. En [17] los autores muestran
en detalle que la distancia euclidiana no es una medida de diferencia adecuada
entre datos composicionales. Esto tiene consecuencias estadisticas importantes
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porque existen multitud de conceptos y técnicas estadisticas que se fundamen-
tan de forma méas o menos explicita en la distancia euclidiana.

Otra de las dificultades importantes es la falta de familias paramétricas
suficientemente flexibles para modelar los conjuntos de datos composicionales.
Las distribuciones de Dirichlet y sus generalizaciones se obtienen mediante la
clausura de vectores aleatorios con componentes independientes. Como conse-
cuencia, sus partes son practicamente independientes, puesto que su correlacién
esta inicamente motivada por el hecho de haber dividido todas sus componen-
tes por la suma de éstas. Esto impide su uso en la modelizaciéon de fenémenos
con relaciones de dependencia no inducidas por la suma constante. A pesar de
esta caracteristica en [8] los autores defienden una clasificacién paramétrica de
datos composicionales usando la distribucién de Dirichlet.

3.2. Metodologia para el analisis de datos composicionales

La mayor aportacion de la monografia de Aitchison ([1]) consistié en
establecer que un estudio apropiado de la variacién relativa en un conjunto
de datos composicionales debe basarse en logcocientes. Segin se reconoce en
[14] esta aportacion, conocida como “logratio analysis”, ha sido el mayor avance
reciente en el analisis de los datos composicionales. Aitchison argumenta que
nuestra atencién debe centrarse en la magnitud relativa de las componentes,
es decir, en los cocientes x;/x; (i,j =1,2,...,D;i # j). Por lo tanto, diremos
que un problema es composicional cuando reconozcamos que el valor en térmi-
nos absolutos de las componentes es irrelevante. Trabajando con los cocientes
desaparecen los problemas de las correlaciones espurias. La metodologia de Ait-
chison se basa en la trasformaciéon de los datos composicionales al espacio real
multivariante. Si tomamos los logaritmos de los cocientes, el espacio final es to-
do el espacio real y por lo tanto podemos aplicar cualquier técnica estadistica
clasica. Existen diversas posibilidades para transformar los datos, todas ellas
estan basadas en los logaritmos de cocientes entre las componentes de un dato
composicional.

La trasformacion logcociente aditiva (alr)

alr(x) = (ln(xl/:zrD), In(ze/2p),. .. ,1n(a:D,1/xD))/ (15)

es una transformacion biyectiva, pero no es simétrica en las partes de x ya que
la componente del denominador adquiere un protagonismo especial respecto al
resto.

La transformacion logcociente centrada (clr)

clr(x) = (In(z1/g(x)), In(z2/g(x)), . .., n(zp/9(x)))’, (16)

donde g(x) es la media geométrica de las D partes de x. Esta trasformacion es
biyectiva y simétrica entre las partes. Su imagen es el hiperplano de R que
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pasa por el origen y es ortogonal al vector de unidades, es decir, la suma de las
componentes del vector trasformado es igual a cero. Nos encontramos pues ante
una nueva dificultad ya que la matriz de covarianzas del vector clr-trasformado
seré singular.

En [9] los autores introducen la transformacion logcociente isométrica
(ilr). Esta transformacion tiene su fundamento en el hecho que las operaciones
(2) v (3) dotan al simplex de estructura de espacio vectorial euclidiano con
dimensiéon D — 1. En consecuencia, si denotamos como {ej,es,...,ep_1} a
una base ortonormal de S, toda composicién x € SP estd determinada de
forma tnica por su vector de coordenadas

ilr(x) = (< x,€1 >4, < X,€3 >q,...,< X,€D_1 >q). (17)

Esta transformacién permite identificar cada elemento de S con su
vector de coordenadas.

La existencia de més de una transformaciéon nos lleva a la situacion de
deber elegir entre una de ellas como paso previo a la aplicaciéon de un método
estadistico multivariante. Ciertamente, las tres transformaciones estan relacio-
nadas mediante expresiones matriciales que permiten obtener cada una de ellas
a partir de cualquiera de las otras. En este trabajo no se reproducen estas rela-
ciones matriciales por motivos de brevedad, para mas detalles constltese [1] y
[9]. Naturalmente, sera también nuestra mision investigar si los resultados de la
clasificacion paramétrica se ven o no afectados por la transformacion elegida.

Tradicionalmente, en las aplicaciones que exigen simetria en el trata-
miento de sus componentes, como por ejemplo una clasificacién no paramétri-
ca, se utiliza la trasformacion clr. Para la modelizacion de conjuntos de datos
composicionales con distribuciones multivariantes, se ha venido utilizando ma-
yoritariamente la trasformacion alr. De esta forma se evita trabajar con distri-
buciones degeneradas. Si se desea utilizar la transformacién clr en trabajos que
incluyan el modelo normal Barcelo-Vidal et al. ([4]) demuestran que para salvar
la dificultad de matrices de covarianzas degeneradas es suficiente con prescindir
de una de las variables del conjunto de datos clr-transformados. Sin embargo,
con cualquiera de las dos trasformaciones, se deberd analizar si los resulta-
dos del método aplicado son invariante por permutaciones de las componentes.
Esta metodologia ha permitido ampliar las familias de distribuciones sobre el
simplex. Destacamos el modelo normal logistico aditivo ([1]) o el modelo nor-
mal asimétrico logistico aditivo ([20]). En la actualidad se estan desarrollando
([22]) la definicion de modelos paramétricos basados en la transformacion ilr.
Usando esta transformacion tnicamente queda la dificultad de constatar que
los resultados no dependen de la base ortonormal escogida. Paralelamente se
esta trabajando en modelos definidos sin necesidad de recurrir a las transforma-



13

ciones. En el trabajo [22] los autores introducen el modelo normal en el simplex
a partir de la funcion de densidad de su vector de coordenadas.

3.3. Distribuciones de probabilidad

Por su propia naturaleza las componentes de una composiciéon toman
sus valores en el intervalo [0, 1]. Esta naturaleza hace evidente que las distribu-
ciones multivariantes tradicionales més usuales, como la distribucién normal,
pueden producir resultados erréneos si son aplicadas directamente a los datos.
La estrategia propuesta en la metodologia para el analisis de datos composi-
cionales mediante transformaciones se basa en aplicar los métodos clésicos de
estadistica multivariante en el espacio logcociente transformado. Siguiendo esta
estrategia, la definicién de las distribuciones de probabilidad més usuales sobre
el simplex aparecen de manera natural. Por este motivo, en este trabajo tni-
camente se reproduce la definiciéon de la distribucion normal en SP mediante
la transformacion ilr. Si se desea profundizar en los aspectos relacionados con
distribuciones de probabilidad para datos composicionales se puede consultar

1]y [21].

La composicién aleatoria x tiene una distribucién normal en SPsi la
funcion de densidad de su vector de coordenadas ilr(x) es

N~ (D=1)/2 o
fix) = @RW exp —% (ilr(x) — ) 71 (ilr(x) — p) |, x € SP. (18)

Obsérvese que la expresion (18) se corresponde con la densidad normal clésica
en NP1, Por esta razén utilizamos la terminologia distribucion normal en SP.
De la expresion (18) se deduce que los estimadores méaximo verosimiles seran los
usuales para la distribuciéon normal multivariante siempre que se utilicen para
su calculo los datos ilr-transformados. Por otra parte, notese que las diferentes
parametrizaciones que aparecen en los Cuadros 1 y 2 serén consideradas sobre la
matriz de covarianzas 3. Las caracteristicas y propiedades de esta matriz seran
determinantes en el momento de realizar la clasificaciéon paramétrica basada en
una distribucién normal de los datos.

Aproximaciéon metodologica

La metodologia adecuada para la realizacion de una clasificacion pa-
ramétrica no debe distar en exceso de la metodologia usada en clasificaciones
donde se aplican métodos no paramétricos ([17], [18], [19]). En una clasificacion
paramétrica la fase de eleccion de la distribuciéon de probabilidad desempena
un papel crucial. Sin embargo, debemos ser plenamente conscientes de que no
existe una distribucion adecuada para todos los conjuntos de datos, y que, en
general, puede suceder que para un conjunto de datos sea posible encontrar
mas de una distribucién cuyo ajuste sea razonable. En el caso de conjuntos
de datos composicionales deberemos escoger una distribuciéon de probabilidad
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entre aquellas distribuciones que son compatibles con la tipologia especial de
este tipo de datos.

Las fases a seguir en la realizacion de una clasificaciéon paramétrica de
datos composicionales se pueden resumir de manera esquematica en un diagra-
ma como el que muestra la Figura 1. Si el método de clasificacién escogido no
se basa en el algoritmo EM para mezcla de distribuciones normales, entonces
el esquema seguiria siendo valido adaptando la etapa intermedia de la clasifica-
cion automéatica. Como puede apreciarse, este esquema no es inicamente valido
para datos de tipo composicional. Las particularidades a tener en cuenta para
el caso de datos composicionales se concentran basicamente en la etapa de elec-
cion de la distribuciéon de probabilidad. Sin embargo, no hay que olvidar que las
herramientas que se utilicen en las etapas descriptivas también deberan ser ade-
cuadas a la tipologia de los datos. La naturaleza inductiva-deductiva del proceso
de clasificacion es comun a la gran mayoria de técnicas estadisticas y esté en el
fundamento del propio método estadistico. Notese que en la realizacion de una
clasificacion, la etapa de diagnosis o critica de resultados consiste en analizar si
la agrupacién obtenida puede considerarse razonable. En este contexto, enten-
demos que una clasificacion razonable es aquélla en la que observaciones que
pertenezcan a grupos diferentes muestren un patrén claramente diferenciado en
el valor que toman en las diferentes variables. Este patron diferenciador de los
grupos obtenidos debera ser interpretable en relaciéon al contexto o poblacion
de la que haya sido extraido el conjunto de los datos. Si la clasificaciéon no se
considera razonable el proceso iterativo-deductivo contempla la posibilidad de
modificar la eleccion de la distribucién de probabilidad, la eleccién del método
de clasificacion o, en su caso, la eleccion del numero de grupos a considerar.

Conclusiones y propuesta de trabajos futuros

La primera aproximaciéon que se ha realizado en este trabajo nos ha
permitido constatar que los métodos paramétricos de clasificacién automatica
pueden constituir una familia de métodos muy tutiles en problemas en los que
el objetivo sea clasificar un conjunto de datos composicionales. De esta aproxi-
maciéon han surgido las pautas generales a seguir en el momento de realizar una
agrupaciéon y se ha hecho evidente que el aspecto crucial, para adaptar estos
métodos a la tipologfa de los datos composicionales, radica en la eleccién de la
distribucion de probabilidad.

Por otro lado, pero intimamente relacionado con los aspectos metodolo-
gicos, en la realizacion del presente estudio han surgido diversas e importantes
cuestiones que deberan resolverse en trabajos de investigacion futuros:

= abordar la adaptacion de otros métodos de clasificacién paramétricos de
reciente aparicion (entre los que destacamos la técnica de clasificacion
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Conjunto de datos

‘ Etapa descriptiva inicial ‘

Eleccion de la distribucién
de probabilidad

Eleccién del método
paramétrico de clasificacion

Algoritmo EM para mezclas:
- niimero de grupos

- clasificacion inicial

- parametrizacion

- indices clasificacion

Clasificacion
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No (Es una clasificacién
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Si

Figura 1: Esquema de las fases a seguir en la realizacion de una clasificacion paramétrica
de datos composicionales.

basada en el método MCMC via Muestreo de Gibbs, el método de las
direcciones de proyeccion y el método SAR, mencionados anteriormente).

= analizar si los resultados de una clasificacion paramétrica es independiente
de la transformacion logcociente utilizada. En el caso que la transforma-
cion de datos elegida afecte los resultados de la clasificacion, se debera
analizar si las permutaciones de componentes afecta cuando se escogen
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las transformaciones alr y clr; y si la base ortonormal escogida en la
transformacion ilr incide en la agrupacion.

= realizar el estudio de casos préacticos, basados en conjuntos de datos reales
y en de datos simulados, con el objetivo de analizar el comportamiento
de las diferentes distribuciones de probabilidad que tradicionalmente se
utilizan en la modelizacién de datos composicionales.

Finalmente, queremos poner énfasis en la tenencia actual de modeli-
zacion de datos composicionales basada en la propuesta de distribuciones de
probabilidad que se definan directamente en el simplex sin la necesidad de rea-
lizar transformaciones. Deberemos recoger los resultados de estas aportaciones
en nuestras propuestas metodoldgicas futuras.
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